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Sondan Eklemeli Dillerde Govde Tabanli S6zciik
Tiirii Isaretleme
Stem-based PoS Tagging for Agglutinative
Languages

Necva Boliicii, Burcu Can
Bilgisayar Miihendisligi Boliimi
Hacettepe Universitesi, Beytepe, Ankara, Tiirkiye
{necva, burcucan} @cs.hacettepe.edu.tr

Ozetce —Sondan eklemeli dillerin temel ozelligi koke getirilen
eklerle yeni sozciiklerin tiiretilebilmesidir. Sozciiklerin bu sekilde
eklerle tiiretilmesi seyreklik problemine neden oldugundan o6tiirii
bu diller icin sozciik tiirii isaretlemeyi zorlastirmaktadir. Bu
bildiride sondan eklemeli diller icin gozetimsiz olarak calisan
Bayesian Sakli Markov Model temelli iki farkh sozciik tiirii isa-
retleme modeli sunulmustur. Ik model, etiketleme icin sozciikleri
kullanirken, ikinci model HPS ve Morfessor FlatCat govde-
leme ve morfolojik boliimleme sistemlerinden elde edilen sozciik
govdelerini kullanmaktadir. Sonuclar, modellerde sozciik yerine
govdelerin kullamlmasinin sozciik tiirlerini isaretleme basarisim
artirdigim gostermektedir. Onerilen model, sondan eklemeli dil
olarak Tiirkce ve morfolojik olarak daha zayif bir dil olan
Ingilizce iizerinde cahstirilmis ve sonuclar kiyaslanmustir.

Anahtar Kelimeler—Gdivdeleme, Sizciik Tiirii Isaretleyici, Sakl
Markov Model, Sondan Eklemeli Diller

Abstract—Words are made up of morphemes being glued
together in agglutinative languages. This makes it difficult to per-
form part-of-speech tagging for these languages due to sparsity. In
this paper, we present two Hidden Markov Model based Bayesian
PoS tagging models for agglutinative languages. Our first model
is word-based and the second model is stem-based where the
stems of the words are obtained from other two unsupervised
stemmers: HPS stemmer and Morfessor FlatCat. The results show
that stemming improves the accuracy in PoS tagging. We present
the results for Turkish as an agglutinative language and English
as a morphologically poor language.

Keywords—Stemming, Part-of-Speech Tagger, Hidden Markov
Model, Agglutinative languages

I. Giris

Sozciik tiirii isaretleme, sozciiklerin anlami ve sozdizi-
mine bagh olarak sozciiklere karsilik gelen sozdizimsel ka-
tegorilerin tespit edilmesidir. Sozciik tiirii isaretleme; bilgi
cikarimi, konugma tanima, makine cevirisi gibi bircok dogal
dil igsleme uygulamasi icin en gerekli iglemlerden biridir. Bu
islem, ozellikle sozciik anlaminin belirsiz olmasindan dolay1
zorlu olabilmektedir. Ornegin yiiz sozciigii ciimlede bulundugu
yere gore eylem ya da isim olabilir. Sozciigiin belirli bir
baglamdaki anlaminin belirlenebilmesi icin oncelikle sozciik
tiirliniin belirlenmesi gerekmektedir.

Tiirk¢e, Fince gibi sondan eklemeli diller igin sozciik tiirii
isaretleme, bu dillerin yapisindan dolayr diger dillere gore

daha zordur. Bu dillerde, yeni sozciik tiiretmek sozciige eklerin
eklenmesi ile gergeklestiginden dolay1 sonsuz sayida sozciik
tiiretilebilmektedir [9]. Sozciige eklenen her ek ile yeni bir
sozciik formu olugmakta, bu da seyreklige neden olmaktadir.

Sondan eklemeli dillerin morfolojik bakimdan zengin ol-
masi, veri kilmesinde goriilmeyen sozciiklerin fazla olmasin-
dan dolay1 bagar1 oraninin diisiik olmasina neden olmaktadir.
Bircok caligma, sondan eklemeli dillerin sozciik tiirii igaretleme
isleminde morfolojik yapiy1 goz ard1 ederek model gelistirmis-
tir.

Bu ¢aligmada sozciik yerine dilin morfolojik yapisina daha
uygun olan sozciik govdeleri kullanan bir model sunuyo-
ruz. Govdeleme, bir sozciigiin ¢cekim eklerinden arindirilmasi
islemidir. Ornegin, kitapcilart sozciigiiniin kokii, kitaper’dir.
Govdeleme sirasinda, lar ve 1 sozciikleri ¢cekim eki olduklari
icin ¢ikarilmig, ¢z eki ise yapim eki oldugu i¢in birakilmistir.
Kitapgt, sozliikte tek basina bulunabilen, sdzciik kokiinden ayri
bir anlami olan bir sozciiktiir.

Govdeleme iglemi, dogal dil igsleme uygulamalarinda kul-
lanilan en temel 6n iglemlerden biridir. Bircok uygulama
govdeleme yontemlerini kullanarak sozciik sayisini azaltmay1
amaclamaktadir. Aksi takdirde modelde yer verilen sozciik
kiimesinde bulunmayan sozliikk-dist (out-of-vocabulary) soz-
ciiklerden dolay1 seyreklik problemi ortaya ¢ikmaktadir.

Bu bildiride sundugumuz model, sozciik sayisin1 azaltmak
amaciyla gozetimsiz olarak calisan bagka govde bulma yon-
temleri kullanarak elde edilen sozciik govdeleri ile sozciik
tiri etiketleme islemini gerceklestirmektedir. Bu da verideki
seyrekligi azaltarak sozciik tiirlerinin daha dogru bir sekilde
isaretlenmesini saglamaktadir.

II. ILGILI CALISMALAR

Sozciik tiirii isaretlemede gozetimsiz yaklagimlar yaygin
olarak kullanilmaktadir. Bunlardan bir kismui sozciik tiirii isa-
retleme islemini bir kiimeleme/siniflandirma problemi ola-
rak gormektedir. Bu amacla Clark [4] gozetimsiz kiimeleme,
Schiitze [16] boyut indirgeyerek kiimeleme ve Brown [12]
smif tabanli kiimeleme ile sozciik tiirii isaretleme islemini
gerceklestirmistir.
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Sonraki caligmalarda, Sakli Markov Model (Hidden Mar-
kov Model - HMM) tabanli yontemler kullanilmaya baglanmis-
tir. HMM kullanilarak yapilan ilk ¢alismalardan biri Merialdo
[12]’ya aittir. Merialdo calismasinda trigram tabanli Sakli
Markov Model kullanmustir.

TnT isimli caligmasinda Brants [1] isaretleyici olarak ikinci
derece Markov modeli ve modelin 6grenilmesinde estimator
olarak ML (Maximum Likelihood) kullanmustir.

Johnson [10] HMM sozciik tiirii isaretleme modeli igin
farkli estimatdrleri kargilagtirmigtir. Beklenti Maksimizasyonu
(Expectation Maximization - EM), Gibbs Ornekleme (Gibbs
Sampling - GS) ve Degisimsel Bayes (Variational Bayes - VB)
estimatdrlerini incelemis ve EM estimatoriiniin HMM i¢in mo-
del parametrelerini 6grenmede yetersiz oldugunu bulmugtur.
Degerlendirme olarak calismasinda Coktan-bire (Many-to-1),
Bire bir (1-to-1) ve Bilgi Degisimi (Variation of Information -
VI) metriklerini kulanmustir.

Gao ve Johnson da [5] HMM sozciik tiirii isaretleyicilerde
kullanilan farkli estimatorleri incelemis ve deneylerini farkli
biiytikliiklerdeki veri kiimeleri ve farkli sayida sakli etiketler ile
gerceklestirmigtir. Caligmada 6 farkli estimator kullanilmistir:
EM, VB ve 4 farkli parametre ile GS.

Goldwater ve Griffiths’in [7] calismasinda Bayesian tabanl
HMM modeli gelistirilmigtir. Standart HMM modelinden farklt
olarak parametreler Multinomial-Dirichlet dagilimi ile model-
lenmis ve modelin dgrenilmesinde GS 6rnekleme algoritmast
kullanilmigtir.

Moon, Erk ve Baldridge [13] tarafindan gelistirilen HMM
modelinde, sayica ¢cok olan ama metinde sik gecmeyen soz-
ciikler 6z sozciik ve sik gecen ama sayica az olan sozciikler
islevsel sozciik olarak tanimlanmistir. Model bu sozciikleri
tespit ederek isaretleme islemi gerceklestirmektedir.

III. YONTEM

Bu calismada Goldwater ve Griffiths’in [7] calismasinda
onerilen Bayesian HMM modeli sondan eklemeli dillerin ya-
pisina daha uygun olacak sekilde degistirilmistir. Yeni modelde
sozcik yerine, sozciik govdeleri kullanilarak sozciik seyrekli-
ginin Oniine gecilmesi amaglanmaktadir.

A. Sozciik Tabanly Bayesian Sozciik Tiirii Isaretleme

Standart birinci dereceden HMM yapisina sahip olan model
matematiksel olarak asagidaki gibi tanimlanmistir:

ti|ti—1:t:t/,7'(t’t/) x MUlt(T(t’t,)) (D
wilt; = t,w® o Mult(w®) ©
7o o Dirichlet(a) 3)

w8 o Dirichlet(B) )

t; ve w; swrastyla inci etiket ve sozciik olarak belirlenmis-
tir. Durum-gecis dagilimi, o hiper-parametresiyle tanimlanan

Dirichlet(a) ile parametreleri olusturulan Mult(7(t!)) ile
tanimlanmakta, emisyon dagilimi ise 8 hiper-parametresiyle
tanimlanan Dirichlet(f) dagilim ile parametreleri olusturu-
lan Mult(w®) ile elde edilmektedir.

Yukarida belirtilen model ile ¢; sartlh dagilimi asagida
verildigi gibi olmaktadir:

Nt w) + 5
Pltltoiw,0.f) = o 5)
‘n(ti—lyti) +a
ng, , +Ta
.n(ti7t'i+1)+1(ti—l:ti:ti+1) +a
Tlti + I(ti,1 = tz) + Ta

Modelde kullanilan 7 etiket sayisim, Wy t etiketi i¢in izin
verilen ¢iktilardaki sozcik tiirlerinin sayisini, n, ;) sozctk-
etiket ¢iftinin sayisini, n, ¢; ile etiketlenmis sozciik sayisini ve
n(t_;, t;) bigram etiketlerinin bulunma sayisim vermektedir.
I(.) fonksiyonu eger argiimanlari dogruysa 1, degilse O olarak
cikti iiretmektedir.

B. Govde Tabanl Bayesian Sozciik Tiirii Isaretleme

Sondan eklemeli diller, yapisindan dolay1 ¢ok fazla sozciik
formu igermektedir. Ornegin, kitap sozcugii kitaplar, kitaptan,
kitapta, kitapsa, kitapmuig, kitapti gibi ¢ok fazla sayida farkli
formda goriilebilir. Ancak bu sozciik formlarinin hepsi isim
tirtine aittir.

Sozciik formu sayisinin fazla olmasi seyrek veri problemini
ortaya cikarmaktadir. Bu problemi ortadan kaldirmak icin
Goldwater ve Griffiths’in [7] calismasinda kullanilan standart
Bayesian HMM model, sozciikler yerine govdeleme modelle-
riyle elde edilen sozciik gdvdeleri kullanilarak giincellenmistir.

Modelin degistirilmis matematiksel tanimi asagida veril-
migtir.

tilti1 =t = t,, T(t’t/) x MU”(T(M/)) (6)
silti = t,w® o Mult(w®) )

7)o o Dirichlet(a) ®)

w®|B o Dirichlet(B) ©

t; ve s; sirasiyla inci etiket ve govdeleme algoritmasindan elde
edilmis sozciik govdesine karsilik gelmektedir.

Yukarida belirtilen model ile ¢; sartli dagilimi asagida
verildigi gibi hesaplanabilmektedir:

Ptltois08) = e (10)
.n(tm—l-,ti) +a
neg, , +Ta
'n(ti7ti+1)+1(ti—1:ti:ti+l) +a
N, + I(ti,1 = tz) + To

Modelde standart modelden farkli olarak n, ,) govde-etiket
ciftlerinin sayisim1 ve S; ¢ etiketiyle isaretlenmis govde tiirle-
rinin sayisin1 gostermektedir.

Onerdigimiz modelde gévdeyi bulmak igin 2 farkli yontem
kullaniyoruz: HPS [3] ve Morfessor FlatCat [8].

HPS! (High Precision Stemmer) algoritmasi Brychcin ve
Koponik [3] tarafindan Onerilmigtir. Bu algoritma, ozellikle
bilgi cikarimi alaninda biiyiik basari saglamistir. Model iki
asamadan olusmaktadir. Tk asamada sozciigiin s6zdizimsel ve
anlamsal bilgilerine bakarak kiimeleme temelli gdovde bulma



TABLO I: HPS VE MORFESSOR-FLATCAT ILE BULUNMUS SOZCUK GOV-
DELERI

HPS Morfessor FlatCat
Sozciik Govde | Sozciik Govde
kivrandigin -~ kivran yaniyordu yan
tutkuyu tutku soylemedim soyle
anlattin anlat sizlere siz
kurtulmak kurtul o6nemli onem
duvara duvar tutkuyu tutku
dayanip dayan dedi de
gecenin gece kurtulamayacak  kurtul

algoritmasi, ikinci agsamada da maximum entropy siniflandirict
algoritmasi kullanilmaktadir. Model bir¢ok farkli dil grubuna
ait diller lizerinde test edilmigtir.

Morfessor? [8], bir govdeleyici olarak tasarlanmamis olup,
aslinda sozciiklerin morfolojik boliimlenmesini amaglamakta-
dir. Morfessor FlatCat, en bilinen gbzetimsiz morfolojik bo-
liimleme sistemlerinden biri olan Morfessor varyasyonlarindan
birisidir ve HMM kullanmaktadir. On islemden gegirilmemis
veri kiimesi iizerinden morfemleri tahmin eden model, aym
zamanda iglenmis veri kiimesi ile gozetimli olarak da calisa-
bilmektedir. Morfessor FlatCat, uygulandig1 veri kiimesindeki
sozciiklerin morfemlerine ait kok, sonek ve onek gibi mor-
fem tiirlerini de vermektedir. Bu calismada giincelledigimiz
Bayesian HMM modelde, Morfessor FlatCat’ten elde edilen
kok bilgileri de kullanilarak deneyler gerceklestirilmistir. Bu-
rada bulunan ve kok kategorisine ait olan morfemler tanimini
verdigimiz govde kategorisinden farklidir, ancak yine de kok
ve govdenin farkli etkilerini gérmek acisindan bu calismada
dahil edilmistir. Her iki durumda da veri seyrekligi problemini
azaltmasi beklenmektedir.

Morfessor FlatCat ve HPS modelleri uygulanarak Tiirkce
veri kiimesi i¢in elde edilen dogru govdelere ornekler Tablo
I’de verilmisgtir.

IV. OGRENME

Modelin 6grenilmesinde Gibbs [6] 6rnekleme algoritmasi
kullanilmigtir. Bunun igin oOncelikle veri kiimesinde govde
bulma sistemi kullanilip govdeler elde edilmistir. Ardindan,
veri kiimesindeki tiim sozciik govdelerine etiketler rasgele
atanmig ve sirasiyla her sozciikk govdesi icin tiim etiketlerin
sarth olasiliklar1 Denklem 10’e gore hesaplanmigtir. Elde edi-
len etiketlere gore sartli olasilik dagilimindan bir etiket secilip
o govde icin atandiktan sonra, bu islem iterasyon sayisinca her
govde i¢in tekrarlanir.

Ogrenme icin izlenen bu adimlar Algoritma 1’de verilmek-
tedir. Algoritmada W veri kiimesindeki sozciikleri ve etiketS
etiket sayisimt gostermektedir. random(etiketS), rasgele bir
etiket secer ve etiket(s;), s; govdesine ait etiketi gdstermek-
tedir.

V. DENEYLER VE SONUCLAR

Veri kiimesi: Bu calismada olusturdugumuz sozciik tiirii
isaretleme modelini test etmek icin 2 farkli veri kiimesi kul-
landik:

THPS: https://github.com/aalto-speech/flatcat
2Morfessor FlatCat: https:/github.com/aalto-speech/flatcat

Algorithm 1 Govde Tabanli Bayesian Sozciik Tiirti Isaretleme
Modelinin Ogrenilmesi

1: function STEMBAYESIN(W, etiketlS, a, 3, iterasyon,)

2 for w; in W do

3 8; + stemmer(w;)

4: w; < S5

5: etiket(s;) + random(etiketS)

6 for k in iterasyon do

7 for s; in W do

8: etiket(s;) icin P(t;|t—;, s, a, B) dagihimindan
yeni bir etiket sec

9: return W

e  Tiirkce: METU-Sabanci Turkish Treebank (Oflazer
[14]) kullanilmigtir. Bu veri kiimesinde 53751 sozciik
bulunmaktadir.

e Ingilizce: WSJ Penn Treebank (Marcus [11]) veri
kiimesinin ilk 12k ve 24k sozciigiinden elde edilmis
veri kiimeleri kullanilmigtir.

Biitiin deneylerde, a= 0.001 ve 5=0.1 olarak atanmistir.
Deneylerde Gibbs ¢rnekleme algoritmasi igin 1000 iterasyon
kullanilmigtir. METU-Sabanci Turkish Treebank ve WSJ Penn
Treebank veri kiimelerinde 41 sozciik tiirii etiketi bulunmakta-
dir. Etiket sayisini, Petrov’un [15] calismasindan yararlanarak
hem Tiirkce hem de Ingilizce veri kiimeleri icin 12’ye diisiir-
diik ve biitiin deneylerde etiket sayis1 olarak 12 kullandik.

Deneyler iki degerlendirme metrigi ile degerlendirilmistir.

e  Dogruluk: Modeli degerlendirmek i¢in 6grenme so-
nucu elde ettigimiz etiketler ile gold veri kiimesinde
bulunan etiketleri eslestiren Coktan-bire (Many-to-1)
eslestirme metrigi bu degerlendirme icin kullanilmis-
tir.

e VI (Variation of Information): VI etiketleme sonucu M
etiketinden G etiketine dogru ve yanlig tahmin edilen
etiket sayilarin 6lcen bilgi teorisi tabanli bir metriktir.

Govde tabanli sozciik tiirii isaretleme modeli hem Bayesian
HMM modeli [7] ile, hem de Brown kiimeleme [2] algoritmasi
ile kiyaslanmigtir.

Govde tabanlh sozciik isaretleme modelinin degerlendirile-
bilmesi i¢in Oncelikle veri kiimeleri iizerinde HPS ve Mor-
fessor FlatCat ayr1 deneyler olarak calistirilmis ve sozciik
govdeleri elde edilmistir. Bulunan sézciikk gévdeleri hem Ba-
yesian HMM modelinde kullanilarak, hem de Brown Kiime-
leme algoritmasinda kullanilarak sozciik isaretleme deneyleri
gergeklestirilmisgtir.

Tiirkge ve Ingilizce icin degerlendirme sonuglar1 Tablo
II’de verilmistir. Tabloda H-Bayesian HMM ve H-Brown Kii-
meleme, HPS ile edilen govdelerin sirasiyla Bayesian HMM
modeli ve Brown Kiimeleme algoritmasinda kullanilmasi so-
nucu olusan govde tabanli sdzciik isaretleme modellerini ifade
etmektedir. M-Bayesian HMM ve M-Brown Kiimeleme ise
Morfessor FlatCat ile edilden govdelerin sirasiyla Bayesian
HMM modeli ve Brown Kiimeleme algoritmasinda kullanil-
mast sonucu olugan govde tabanli sozciik igaretleme modelle-
rini gostermektedir. Bayesian HMM ve Brown Kiimeleme ise
sozciik tabanl sozciik isaretleme modellerine karsilik gelmek-
tedir.


https://github.com/aalto-speech/flatcat
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TABLO II: SOZCUK TABANLI VE GOVDE TABANLI SOZCUK TURU ISARET-
LEME MODELLERINDEN ELDE EDILEN SONUCLAR

Metu (%) Penn 12k (%) Penn 24k (%)

M-to-1 VI M-to-1 VI M-to-1 VI
Bayesian HMM 56.61 10.62 | 57.52 7,83 56.13 7.92
Brown Kiimeleme * 5491 10.83 53.78 7.58 54.11 7.78
H-Bayesian HMM 57.52 10.69 45.47 7,97 55.11 7.89
H-Brown Kiimeleme 3 54.35 10.58 57.42 7.55 64.57 7.71
M-Bayesian HMM 56.13 10.82 | 47.13 8.09 | 47.86 8.29
M-Brown Kiimeleme > 57.61 8.96 53.31 7.29 55.9 7.56

Sonuglart inceledigimizde, morfolojik a¢idan zengin olan
sondan eklemeli dillerden Tiirk¢e icin Coktan-bire (M-to-1) ve
VI metriklerinin en yiiksek sonuclarinin sozciiklerden ziyade
sozciik govdeleri kullamilarak calistirilan modellerden elde
edildigi goriilmektedir. Tablo II’e gore Tiirkce i¢in en yiiksek
sonuglar, govde tabanli olarak calistiritlan Brown Kiimeleme
algoritmasindan elde edilmistir

Ingilizce igin ise, daha kii¢iik olan veri kiimesinde en
yiiksek sonu¢ Coktan-bire metrigi icin sdzciik tabanl Bayesian
HMM modelden elde edilirken, VI metrigi icin Tiirkge’de
oldugu gibi govde tabanli Brown Kiimeleme algoritmasindan
elde edilmistir. Ingilizce icin daha biiyiik veri kiimesinde,
Coktan-bire ve VI metriklerinden en yiiksek sonuglar yine
Tiirk¢ce’de oldugu gibi, gévde tabanli Brown kiimeleme algo-
ritmasindan elde edilmistir. Bu sonucu veri kiimesini arttirdi-
gimizda veri kiimesinde bulunan benzersiz sozciik sayisinin
artisina baglayabiliriz.

Tablo II'ye baktifimizda Tiirkge icin, Morfessor FlatCat
modelinin etiketleme iizerinde HPS modelinden daha basarili
oldugu, Ingilizce igin ise HPS modelinin daha basarili oldugu
gozlenmektedir. Bu durum, Morfessor FlatCat’in govdele-
meden ziyade morfolojik bolimleme yapmasiyla, dolayisiyla
govdeden ziyade kok bularak seyrekligi HPS modeline gore
daha fazla azaltmasiyla da yorumlanabilir.

Sonuglar1 genel olarak degerlendirdigimizde M-Brown Kii-
meleme yonteminin hem Ingilizce hem de Tiirkce icin M-
Bayesian modelden daha iyi sonug verdigi gozlemlenmektedir.

H-Brown Kiimeleme yonteminin ise Ingilizce icin H-
Bayesian Modelden daha iyi sonug¢ verdigi gozlenmektedir.
Tiirkcede H-Bayesian model daha iyi sonu¢ vermektedir.

Sozciik tabanli Bayesian ve Brown Kiimeleme modellerine
baktigimizda, sozciik tabanli Bayesian modelin hem Ingilizce
hem de Tiirk¢e veri kiimeleri icin Brown Kiimeleme modeline
gore daha bagarili oldugu goriilmektedir.

Sozciik isaretleme sonuglari degerlendirilirken, kullanilan
govdeleme modelleri HPS ve Morfessor FlatCat’in bagari-
larmin da sozciik isaretleme bagarisinda etkisi oldufu goz
oniinde bulundurulmalidir. Burada tamamen gézetimsiz olarak
sozcik tiirleri bulundugundan otiirli gdzetimsiz olarak caligan
govdeleme modelleri tercih edilmistir. G6zetimli olarak caligan
govdeleme modelleri kullanildig: takdirde, sozciik isaretleme
sonuclarinin da iyilesmesi beklenmektedir.

VI. SONUC VE GELECEK CALISMALAR

Bu calismada, gozetimsiz olarak sozciik tiirlerinin etiket-
lenmesi i¢in standart Bayesian HMM modeli [7] sondan ekle-

3Brown Kiimeleme: http://www.cs.berkeley.edu/ pliang/software/brown-
cluster-1.2.zip

meli dillerin yapisina uygun olarak giincellenmistir. Modelde,
sozciik yerine sozciik govdeleri kullanilarak veri kiimesindeki
seyreklik probleminin de Oniine gecilmistir. Sonuglar, Tiirkge
icin ve veri kiimesinin boyutunu arttirdigimizda Ingilizce icin,
sozciik yerine modellerde sozciik govdelerinin kullanilmasinin
basariyr arttirdigini gostermektedir.

Gelecek calismalar i¢in amacimiz, govde bulma modeli
olarak digaridan alinan hazir bir model yerine es zamanli olarak
hem govdeleme hem de sozciik tiirii isaretleme yapabildigimiz
bir model gerceklestirmektir.
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